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RESUMEN:
El presente artículo presenta los resultados del uso de
técnicas de predicción usando el paquete de minería de
datos DBMS_PREDICTIVE_ANALITICS basado en
correlaciones multivariadas sobre el conjunto de datos
de los egresados de programas de humanidades de la
Universidad de Caldas(Colombia) entre los años 2010 y
2015 con las características socio educativas de los
mismos. Se destaca que hay deficiencia en la adopción
de la tecnología de los egresados.
Palabras clave: Minería de datos, técnicas de
clasificación, egresados, súper modelos.

ABSTRACT:
This article presents the results of the use of prediction
techniques using the data mining package
DBMS_PREDICTIVE_ANALITICS based on multivariate
correlations on the data set of graduates of humanities
programs of the University of Caldas (Colombia)
between 2010 and 2015 with the socio-educational
characteristics of the same. It is highlighted that there
is a deficiency in the adoption of the technology of the
graduates.
Keywords: Data mining, classification techniques,
graduates, super models.
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1. Introducción
La cantidad de datos almacenados en diversos medios computacionales generados en las
entidades educativas han aumentado considerablemente, es así como se ha generado la
necesidad de aplicar metodologías y técnicas para el análisis de datos cuyo objetivo sea
encontrar relaciones ocultas que permitan  descubrir información y conocimiento.
En este orden de ideas es necesario que las investigaciones en el sector de la educación se
encaminen en la aplicación de nuevos modelos de Minería de Datos que permitan el
aprovechamiento de la información (Romero,y otros, 2008).
Para el caso de la educación universitaria y específicamente los egresados de programas
humanísticos de la Universidad de Caldas en Manizales Colombia, es esencial descubrir cuáles
son las variables académicas, socioeducativas y/o personales que influyen en las diversas
percepciones existentes ante el enorme cambio que supone la incorporación y adopción de las
tecnologías de la información y la comunicación (TIC) en el ámbito profesional y que
condicionan directa o indirectamente su proyección futura.  Las organizaciones educativas
deben establecer herramientas que les ayuden en la toma de decisiones (Guitart Hormig, 2014)
anticipándose a los problemas futuros a partir de la información obtenida de la minería de
datos.
Las técnicas de minería de datos permiten indagar, explorar y analizar los datos provenientes
de diversas fuentes. Según (Pérez-Palacios et al., 2014), la minería de datos es un factor
determinante en el proceso conocido como generación de conocimiento en bases de datos. En
esta investigación se utilizó el repositorio histórico de datos de la primera encuesta de
egresados, la encuesta vía electrónica luego de tres años de graduado y las variables tanto de
rendimiento académicas como sociales registradas cuando un determinado egresado era
estudiante.

1.1. Minería de datos
Según (Hoffer, 2005) la minería de datos es la integración de todas las bases de datos
soportadas por tecnologías emergentes de open data (datos abiertos), big data (Volumen alto
de datos) y visualización computacional.
Representan avanzadas técnicas que permiten detectar relaciones entre los datos y obtener
información no evidente: patrones, predicciones y asociaciones (Gómez y Suarez, 2010).
La minería de datos se considera como el proceso de seleccionar, explorar, modificar y valorar
grandes cantidades de datos con el objetivo de descubrir conocimiento (Pérez  y Santin, 2006).
(Rosado y Rico, 2010) proponen que el proceso de explotación a través de la minería debe ser
automático o semiautomático. Los modelos hallados deben ser significativos demostrando cierto
patrón o regla de comportamiento. Las aplicaciones más utilizadas son las que necesitan algún
tipo de predicción.
Según (PhridviRaj y GuruRao, 2013) la minería de datos es el proceso de detectar la
información procesable de los conjuntos grandes de datos. Utiliza el análisis matemático para
deducir los patrones y tendencias que existen en los datos. Normalmente, estos patrones no se
pueden detectar mediante la exploración tradicional de los datos porque las relaciones son
demasiado complejas o porque hay demasiados datos. La generación de un modelo de minería
de datos forma parte de un proceso mayor que incluye desde la formulación de preguntas
acerca de los datos y la creación de un modelo para responderlas, hasta la implementación del
modelo en un entorno de trabajo. 
Complementa (Tsai, 2013), explicando que la minería de datos es un campo interdisciplinario
que combina la inteligencia artificial, la gestión de bases de datos, la visualización de datos, el
aprendizaje automático y algoritmos matemáticos y estadísticos. El conocimiento oculto se



genera a partir de un historial de datos que pueden modelar los aspectos pasados para predecir
comportamientos y acciones futuras. Los datos deben estar debidamente clasificados, para
encontrar las respectivas reglas y claves que esconden (Denesuk et al., 2003).
Según (Natek & Zwilling, 2014), los pasos para el análisis de la minería de datos, contemplan
inicialmente la creación de los datos conjuntos, como segunda paso el definir la herramienta de
minería de datos a utilizar, luego evaluar las técnicas a utilizar y finalmente, analizar los datos
por cada modelo.
Es importante entender que el elemento clave para que el proceso de descubrimiento de
conocimiento tenga éxito, no es solamente contar con datos almacenados sino como lo indica
(Conesa & Curto 2010) es saber analizar y organizar los datos correctamente.

1.2. Herramientas de minería de datos
Las categorías básicas de las técnicas de minería de datos se pueden reunir en: clasificación,
asociación, secuenciación y clusterización.
Para (Tumero, 2011) la clasificación  incluye los procesos de minería de datos que buscan
reglas para definir si un ítem o un evento pertenecen a un subconjunto particular o a una clase
de datos. Esta técnica, probablemente la más utilizada, incluye dos subprocesos: la
construcción de un modelo y la predicción.
Enuncia (Tumero, 2011) que en términos generales, los métodos de clasificación desarrollan un
modelo compuesto por reglas IF-THEN (si-entonces) y se aplican perfectamente, por ejemplo,
para encontrar patrones de compra en las bases de datos de los clientes y construir mapas que
vinculan los atributos de los clientes con los productos comprados. Con un conjunto apropiado
de atributos predictivos, el modelo puede identificar los clientes con mayor propensión a
realizar una determinada compra durante el próximo mes. Un caso típico de clasificación es el
de dividir una base de datos de compañías en grupos homogéneos respecto a variables como
"posibilidades de crédito" con valores tales como "bueno" y "malo".
(Westphal & Blaxton, 1998) especifican que este tipo de herramientas son utilizadas en los
paquetes de minería de datos donde se emplean distintos parámetros estadísticos; a
continuación se mencionan de manera global algunos de ellos: medias, varianzas, y
correlaciones que forman un conjunto de métodos estadísticos y matemáticos, destinados a
describir e interpretar los datos que provienen de la observación de varias variables, estudiadas
conjuntamente.
El análisis de la varianza contrasta si existen diferencias significativas entre las medidas de una
o más variables continuas en grupo de población distintos.
La regresión define la relación entre una o más variables y un conjunto de variables que son
predictores de las primeras, aproximando y pronosticando valores continuos.
El análisis clúster permite clasificar una población en un número determinado de grupos, en
base a semejanzas y desemejanzas de perfiles existentes entre los diferentes componentes de
dicha población.
El análisis discriminante, método de clasificación de individuos en grupos que previamente se
han establecido, y que permite encontrar la regla de clasificación de los elementos de estos
grupos, y por tanto identificar cuáles son las variables que mejor definan la pertenencia al
grupo.
(Espinosa, 2010) habla de los métodos basados en árboles de decisión, el método Chaid (Chi
Squared Automatic Interaction Detector) es un análisis que genera un árbol de decisión para
predecir el comportamiento de una variable, a partir de una o más variables predictoras, de
forma que los conjuntos de una misma rama y un mismo nivel son disjuntos. Es útil en aquellas
situaciones en las que el objetivo es dividir una población en distintos segmentos basándose en
algún criterio de decisión.



La lógica difusa es una generalización del concepto de estadística. La estadística clásica se basa
en la teoría de probabilidades, a su vez ésta en la técnica conjuntista, en la que la relación de
pertenencia a un conjunto es dicotómica (el 2 es par o no lo es).
La serie temporal, es el conocimiento de una variable a través del tiempo para, a partir de ese
conocimiento, y bajo el supuesto de que no van a producirse cambios estructurales, poder
realizar predicciones. Suelen basarse en un estudio de la serie en ciclos, tendencias y
estacionalidades, que se diferencian por el ámbito de tiempo abarcado, para por composición
obtener la serie original. Se pueden aplicar enfoques híbridos con los métodos anteriores, en los
que la serie se puede explicar no sólo en función del tiempo sino como combinación de otras
variables de entorno más estables y, por lo tanto, más fácilmente predecibles.
Las técnicas bayesianas, se basan en probabilidades condicionales. Utiliza el teorema de
Bayes, como una fórmula que calcula una probabilidad por contar la frecuencia de los valores y
combinaciones de valores en los datos históricos. El Test de hipótesis o contraste de hipótesis
se define como el procedimiento estadístico mediante el cual se investiga la verdad o falsedad
de una hipótesis acerca de una población o poblaciones.
El análisis multivariante según (Salvador, 2000) es el conjunto de métodos estadísticos cuya
finalidad es analizar simultáneamente conjuntos de datos multivariados en el sentido de
relacionar varias variables medidas para cada individuo u objeto estudiado. Su razón de ser
radica en un mejor entendimiento del fenómeno objeto de estudio obteniendo información que
los métodos estadísticos univariantes y bivariantes son incapaces de conseguir.
El análisis clúster se centra en la agrupación de datos para poder llevar a cabo segmentación de
consolidados  basados en la medición.  Permiten llevar a cabo la identificación de grupos de
datos con características y patrones similares.
La asociación de reglas busca elementos que tienden a ocurrir en los datos y especifica las
reglas que rigen su ocurrencia. Los modelos lineales generalizados (GLM) orientados a la
clasificación y la regresión, constituye la regresión logística para la clasificación de objetivos
binarios y de regresión lineal para los objetivos continuos. Es compatible con los límites de
confianza para las probabilidades de predicción.

2. Metodología
A continuación se relacionan los aspectos metodológicos utilizados para el desarrollo de la
investigación que soportas los resultados presentados en este artículo.

2.1. Descripción de la base de datos
La población de datos analizada consta de 2694 registros correspondientes a los alumnos
egresados de programas de humanidades: (Antropología, Artes Plásticas, Derecho, Desarrollo
Familiar, Licenciaturas Artes Escénicas, Licenciatura en Ciencias Sociales, Trabajo Social,
Sociología entre otras) de la Universidad de Caldas entre en los años 2010 y 2015 como se
muestra en la Figura 1.

Figura 1
Muestreo de datos.



Fuente: los autores

2.2. Muestreo                              
Se alcanzaron los repositorios de datos internos y externos; la fuente interna se seleccionó de
la base de datos histórica de los egresados de la Universidad de Caldas en los programas de
Humanidades en los últimos cinco años, adicionalmente como fuente externa se condensó  la
encuesta de seguimiento a momento cero a graduados que tiene como fin recopilar y analizar el
desarrollo profesional y personal de los recién profesionales de educación superior frente a las
áreas de conocimiento adquiridos en su trayecto de formación universitaria así como de
bienestar vividos en su actividad como estudiantes.
De la generalidad de variables contenidas en las encuestas digitales (Munuera P., & Roesler, J.
(2007) se consideraron para el análisis aquellas que presentaban mayor particularidad en la
validez de los datos, tal como se observa en la tabla 1.

Tabla 1
Estructura de la base de datos

Atributo Descripción

ID Identificador único del egresado

ESTADOCIVIL Especifica el estado civil del egresado, el cual puede ser: soltero, casado o en unión
libre

GENERO Especifica si el egresado es masculino o femenino

RANGOEDAD Especifica el rango de edad del egresado al momento de graduarse: Menor de 18 años,
entre 18 y 22 años, entre 23 y 25 años, mayor de 26 años.

NIVELPADRE Especifica el nivel educativo del padre del egresado, el cual puede ser: nunca estudió,
primaria incompleta, primaria completa, secundaria incompleta, secundaria completa,
educación técnica, educación universitaria incompleta, educación universitaria
completa o educación de postgrado.



NIVELMADRE Ídem al nivelpadre

TIEMPOEMPLEO Especifica el tiempo que el egresado uso para para conseguir su primer empleo:menos
de tres meses, entre tres y seis meses, más de seis y hasta 1 año o más de 1 Año

ETNIA Especifica la raza originaria del egresado: mestizo, indio o afrocolombiano

UTILESHABI Determina si las habilidades adquiridas en el pregrado son valederas en su actividad
profesional desde: muy útiles, útiles, poco útiles o nada útiles

PERFORMANCE Indicador que establece el rendimiento del egresado a través de su historia como
estudiante de pregrado.  Valores Rendimiento Regular o Bajo, Rendimiento Aceptable,
Rendimiento Bueno, Rendimiento Sobresaliente

USOTECNOLO Especifica la caracterización del uso de la tecnología que el egresado asume en cuando
sale del pregrado.  Categorizaciones:(Muy satisfecho, Insatisfecho, satisfecho, muy
insatisfecho)

GESTIONAR Atributo de valoración la que el egresado percibe sus capacidades de enfrentar la
administración de operaciones en su rol específico.  Los atributos son los mismos que
el uso de la tecnología.

INNOVAR Atributo de valoración la que el egresado percibe sus capacidades de generar nuevas
herramientas, ideas, posturas en su rol específico.  Los atributos son los mismos que
el uso de la tecnología e innovar.

RESPROBLEM Atributo de valoración la que el egresado percibe sus capacidades de resolver y
enfrentarse a problemas de diversa índole. Categorizaciones: (Muy satisfecho,
Insatisfecho, satisfecho, muy insatisfecho)

Fuente: los autores

2.3. Herramienta de análisis predictivo de los datos
Lo que se quiere descubrir: son los atributos socioculturales y/o de rendimiento académico más
influyentes que pueden condicionar en la valoración de la adopción de la tecnología para los
recién egresados de ciencias humanísticas de la Universidad de Caldas.
Para el análisis predictivo se  utilizó el DBMS_PREDICTIVE_ANALYTICS en lenguaje PL/SQL
entorno Oracle. Esta herramienta de minería tiene como meta encontrar patrones en los datos
y las relaciones en la bodega de información cuyo objetivo será brindar pautas que puedan
utilizarse  para predecir eventos futuros.
El paquete viene con las siguientes funciones: (EXPLAIN y PREDICT).  EXPLAIN crea un modelo
de importancia de los atributos, analiza el conjunto de datos para determinar el valor
explicativo de cada atributo.  Cuanto mayor sea el valor explicativo para un atributo, más fuerte
es la relación entre el mismo y el resultado.  Seguidamente se devuelven una lista de atributos
clasificados en orden relativo de su impacto en la predicción.  Esta información se deriva de los
datos del modelo en beneficio del patrón de atributo de importancia 
La función de la minería de datos de análisis predictivo analiza los datos, encuentra patrones, y
predice los resultados con un nivel de confianza asociado. La confianza es importante, ya que
pondera la certeza de las predicciones. El rango de valores es de 0 a 1. Cuanto mayor sea el



valor de confianza, más segura será la predicción.  El proceso de ejecución del paquete
predictivo mostrado en la figura 2 corresponde a la relación ordenada de atributos que implican
mayor correlación en el descubrimiento de la información frente al atributo
(ADOPTAR_TECNOLOGIA). Los resultados se pueden observar en la figura 2.

Figura 2
Salida de Correlación para el atributo Adoptar_Tecnologia

  Fuente: los autores

Los resultados muestran que los atributos (USOTECNOLO), (GESTIONAR), (INNOVAR) Y
(RESPROBLEM) son los mejores predictores de (ADOPTAR_TECNOLOGIA).
Los tres primeros campos de la columna (RANK) que tienen un (EXPLANATORY_VALUE) positivo
más cercano a uno, son los atributos que se pueden utilizar para predecir la percepción de un
individuo frente la adopción de la tecnología en su futuro profesional.
La percepción de un egresado en humanidades frente a la adopción de la tecnología está
estrechamente demarcado por el atributo correspondiente al uso de la misma (USOTECNOLO),
seguido por las capacidades de enfrentar la administración de operaciones en su rol específico
(GESTIONAR).  La significancia del valor en el ranking originado por el EXPLANATORY_VALUE
puede determinar valores cercanos de predicción y comportamientos según las correlaciones
identificadas.

3. Análisis de resultados
El procedimiento PREDICT es usado para predecir los valores de una columna específica. La



entrada consiste en unos parámetros  y una columna de destino, la columna que contiene los
valores objetivo de predecir. Los datos de entrada deben contener algunos casos en los que se
conoce el valor objetivo (es decir, no es nulo o indeterminado). 
Los casos en que se conocen los valores de destino se utilizan para entrenar y probar el
modelo. PREDICT retornara un valor previsto para cada caso, incluyendo aquellos en los que se
conoce el valor. 
La finalidad será producir predicciones para objetivos desconocidos. Los casos donde el objetivo
es indeterminado, es decir, cuando el valor es nulo, no se tendrán en cuenta durante el
entrenamiento del modelo.
Por tanto, el siguiente proceso se enfocara en determinar el grado en que influye el atributo
(GESTION) con el factor de aprobación de adopción de la tecnología (ADOPTAR_TECNOLOGIA)
utilizando un clasificador basado en el algoritmo Naïve Bayes.
La predicción de resultados se realizara para aquellos egresados cuyo valor en el atributo
(GESTIONAR) sea “Insatisfecho” o “Muy Insatisfecho”.
El procedimiento produjo una salida (tabla de parámetros result_table_name) y con tres
atributos resultantes mostrados en la figura 3.
CASE_ID        =Cada uno de los casos identificados en la columna.
PREDICTION     =Valor predicho del atributo destino.
PROBABILITY    =Probabilidad que la predicción sea correcta valor.

Figura 3
Valor de confianza de predicción del modelo.

Fuente: los autores

La tasa de valoración de la variable “Accuracy” mostrada en la figura 3 es de 67,97% muy
representativa sobre el conjunto de clasificación.  La predicción conduce entonces afirmar que
para los 2694 egresados cuyo dato almacenado en el atributo (GESTIONAR) este determinado
por la no aprobación del mismo predecirán una percepcion de insatisfaccion general de la
percepcion de la adopcion de la tecnologia (ADOPTAR_TECNOLOGIA) de “Muy Insatisfecho o
Insatisfecho”, en 604 de ellos.



Ahora bien, se realiza una consulta sobre las predicciones y los resultados del procedimiento de
PREDICT para 17 estudiantes como muestreo de prueba  ordenados por la probabilidad
mostrados en figura 4:

Figura 4
Muestreo de predicción.

Fuente: los autores

En la figura 4 se puede apreciar que la probabilidad de predicción oscila entre un 47% y un
78%, valores determinantes.
Por lo tanto, el egresado cuyo identificador 4472247, que tiene un rendimiento de 3 entre 1 y 5
siendo este último el rendimiento ideal,  con un nivel de educación de su madre
correspondiente a “Primaria Completa” y un nivel de educación de su padre de “Educación
Técnica”, que considera “Muy Útiles” los conocimientos adquiridos en la universidad y cuya
percepción de gestionar es “Muy Insatisfecho”, se proyecta en responder que su percepción de
la adopción de la tecnología es “Insatisfecho“, con un 56,98% por ciento de certeza. 
Finalmente,  se contrasta el valor objetivo original con el valor de predicción como se muestra
en la figura 5  para un número determinado de registros en este caso 40 egresados.  Los
resultados que se observan en la figura 5.

Figura 5
Contraste de resultados valor objetivo vs valor de predicción



Fuente: los autores

Los resultados arrojados por el contraste de las muestras originadas en los registros de la base
de datos determinan que los valores del atributo (ADOPTAR_TECNOLOGIA) correlacionados con
el atributo (GESTIONAR) en contraste con los resultados del algoritmo de predicción tienen un
éxito en el pronóstico efectivo del 68%  para la totalidad de los registros estudiados.
Ahora bien se agrupan los resultados tal como se observa en la figura 6.

Figura 6
Agrupación de resultados de predicción por programa académico



Fuente: los autores

La figura 6 muestra:
El 53.96% de los recién egresados del programa en “LICENCIATURA EN CIENCIAS SOCIALES”
son predecibles como “Insatisfecho”  en la adopción de la tecnología conforme a su deficiente
capacidad gestionar.
El 50.5% de los recién egresados del programa en “TRABAJO SOCIAL” son predecibles como
“Insatisfecho”  en la adopción de la tecnología conforme a su deficiente capacidad gestionar
El 53.33% de los recién egresados de la facultad de “DERECHO” son predecibles como
“Insatisfechos”  con la adopción de la tecnología conforme a su deficiente capacidad gestionar.

4. Conclusiones
Para hacer minería y entender lo que  no es evidente se requiere de una precisa transformación
de datos.  La preparación de estos en el tradicional esquema de descubrimiento de
conocimiento es considerado ETL puro.  De  hecho, en función de los algoritmos que se usan en
minería estos pueden variar en complejidad y necesitar de ajustes que ocasionan un arduo y
duro trabajo por parte de los investigadores.  Es aquí donde entra el concepto y
aprovechamiento de un modelo de orden superior basado en los motores de bases de datos
actuales más importante del mercado y que son herramienta fundamental en la producción de
la minería de datos como lo es  en este caso el paquete DBMS_PREDICTIVE_ANALYTICS.  Esta
activa herramienta realiza la preparación automática de datos, mientras que el modelo está en
construcción. Por consiguiente añade más funcionalidad a la creación del simple modelo y da
una experiencia superior fuera de confort del usuario.
Sorprende el tiempo de proceso de los datos, en total menos de 20 segundos duraron los
procesos sin importar el volumen considerable de los registros, factor fundamental de
aprovechamiento para futuros trabajos que ameriten la integración de nuevos conceptos como
los servicios de la computación en la nube y la inteligencia de negocios.
La minería de datos hace parte de la tendencia en la inteligencia de negocios y particularmente
sorprende con herramientas de alto impacto en los objetos de predicción (Vieira; et al., 2009),
elemento fundamental por el que las entidades mundiales tienen interés en el desarrollo de
soluciones.
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